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引言

目标识别需要大量标记数据来识别每个类别，大多数分类模型依赖于大量标记图像来获取有效的

深度神经网络。随着图像数据的快速增长，有大量的对象缺乏足够的图像数据，收集每个类别的大量

标记图像成本高昂且不切实际。特别是对于那些罕见和细粒度的对象，获取足够数量的标记图像非常

困难和昂贵。为了解决这个问题，迁移学习、少样本学习（FSL）和零样本学习（ZSL）逐渐成为机器

学习和计算机视觉的研究重点之一。此外，基于ZSL还研究了许多新任务，如图像检索和长尾学习。

一、需要解决的问题

零样本学习（ZSL）考虑了一种测试数据在训练阶段完全不可用的极端情况即训练（已见）类和测

试（未见）类是不相交的。一般的ZSL方法旨在学习视觉和语义空间之间的投影函数，基本方法是将语

义空间作为嵌入空间，将视觉特征投影到其中，一旦建立了连接，未见样本就可以通过在嵌入空间中

进行最近邻搜索来进行分类，由于视觉特征的维度远高于语义特征的维度，因此在语义空间中最近邻

搜索到的可能是一些与视觉空间中不相关的元素，这个问题被称为枢纽点问题。为了克服这个问题，

他们提出将类原型嵌入到视觉空间中，除此之外，还有一些方法提出利用潜空间作为嵌入空间，通常

情况下这些嵌入方法在投影函数和嵌入空间上有所不同。

二、相关背景



引言

零样本学习中的两个关键问题

① 投影偏差问题。由于已见和未见类是不相交的类别

，它们可能具有不同的视觉分布，因此，由已见类学习到

的投影函数在应用于未见样本时可能存在语义偏差。如图

1(a)所示，老虎和斑马分别是已见和未见类，我们观察到

尽管老虎和斑马具有相似的属性表示，但它们的视觉分布

显示出明显的差异，因此，当利用投影函数对未见类进行

分类时，必然会引起投影偏差问题，零样本分类结果的有

效性显然会降低。

② 缺乏对类别间相似关系的探索。嵌入方法旨在对齐

视觉和语义模态，但忽略了类别间的关系。事实上，语义

嵌入表征了更具辨别性的信息，并且能够表示更复杂的数

据结构，即语义流形，语义流形揭示了数据更准确的内在

结构，使得语义表示与视觉特征和标签空间密切相关。

图1. 投影偏差问题示例 (a) 和我们的提议 (b)。老虎和
斑马分别是已见和未见类，当将在已见类上学到的投影
函数应用于未见类时，由于视觉上的差异性，视觉特征
被投影到语义空间中的不同位置，这就是偏差问题。



引言

为了解决由于不同视觉分布引起的投影偏差问题，进一步探索类别间的关系，受语

义流形的启发，类似的视觉特征意味着类似的语义，训练相似性网络，该论文主要贡献

可以总结如下：

1）提出了一个语义-视觉复合投影网络与生成模型合作，旨在构建已见和未见类之

间的桥梁，其中利用了标记的已见样本和生成的未见样本来构建语义-视觉空间的连接

。

2）受语义流形的启发，利用语义相似性来监督类间关系的学习 ， 在类间相似性的

监督下，知识可以在训练阶段从已见类转移到相似的未见类。

3）在基准数据集上进行了实验研究，并与最先进的模型进行了比较，以展示CPL模

型的优越性。



相关工作

1） 语义嵌入空间：语义嵌入空间是一个高维向量空间，使得已见和未见类别能够共享信息。由

于依赖人工对特性进行注释，许多模型使用辅助文本语料库来构建语义空间，具有相似含义的单词可

以在单词向量空间中投影到相似的位置。

2 ） 相似性网络：相似性网络广泛应用于少样本学习。RN提出将支持集和查询集的视觉特征连接

起来，然后计算关系分数，SalNet 基于RN提出了一种基于数据幻觉的网络。

3 ） 深度生成模型：大多数生成式零样本学习方法基于生成对抗网络（GAN）和变分自编码器（

VAE）。在文献[36]中，f-CLSWGAN被提出利用未见类别的语义特征和高斯噪声基于WGAN生成未

见样本。

4 ） 半监督零样本学习模型：为了解决对已见类别的模型偏差问题，一些模型被提出来利用未标

记的未见样本来增强数据集，TMV 是一个传统的多视角嵌入框架。在文献[15]中，提出了一个基于无

监督域自适应的正则化稀疏编码框架。



相关工作

5） 视觉-语义嵌入：近年来提出了各种零样

本学习方法，视觉空间用于描述样本的视觉外观

内容，如何学习和构建视觉-语义嵌入在零样本学

习方法中起着重要作用，早期的零样本学习方法

大多集中于学习在视觉和语义空间之间建立映射，

以将已见类别的知识转移到未见类别。 例 如 ， 在

文献[5]中，首次提出了DAP（直接属性预测）模

型和IAP（间接属性预测）模型在属性分类器上学

习，考虑到由于识别性能差而导致属性分类器的

不可靠性，提出了许多零样本学习方法来学习标

签嵌入。
图 2. 训练框架 (a) 和测试框架 (b)。在训练阶段，我们首先利用生
成对抗网络合成类别无关的样本。然后利用已见样本和这些生成的
类别无关样本来学习语义-视觉投影网络，以减轻投影偏差问题。
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研究方法 | 1. 问题定义

Notations Meaning

可见类别的数量

有标签的可见类别的样本数量

不可见类别的数量

无标签的不可见类别的数量

可见类别样本的视觉特征

不可见类别样本的视觉特征

视觉特征的维度

可见类别样本的语义特征

不可见类别样本的语义特征

语义特征的维度

可见和不可见类别的原型语义表示

可见类别样本的标签

对于第 i 个可见样本的独热编码的标签

零样本识别的设置：

零样本学习ZSL的目标：

预测不可见类别样本的标签

广义零样本学习GZSL的目标：

预测所有类别样本的标签

可见和未见类别不相交



研究方法 | 1. 问题定义

问题一：
投影偏移问题导致分类效果下降

问题二：
类间关系忽略导致语义混淆



研究方法 | 2. 语义-视觉复合投影网络

2.1 不可见类别的视觉特征生成

输入：语义特征和采样的随机表示
输出：生成对应类的视觉特征

×使用生成样本直接训练分类器

生成器G

判别器D

损失函数

Xian Y, et al. Feature generating networks for zero-shot learning[C]//Proceedings of the IEEE Conference on Computer Vision and Pattern Recognition (CVPR). 2018

(Xian Y, et al,CVPR,2018)

输入：生成的视觉特征和真实的视觉特征
输出：一个实数值用于计算损失

√训练语义-视觉投影编码器

样本低质量、训练不稳定 更有效、更可行
语义和视觉特征的映射



研究方法 | 2. 语义-视觉复合投影网络

2.2 可见类别的视觉特征表示

不可见类别视觉生成特征
可见类别视觉特征表示

语义-视觉投影编码器
监督训练

ResNet101 [1]

Global Average Pooling [2]

[1] He K, et al. Deep residual learning for image recognition[C]//Proceedings of the IEEE Conference on Computer Vision and Pattern Recognition (CVPR). 2016
[2] Shustanov A V, et al. Modification of single-purpose CNN for creating multi-purpose CNN[C]//Journal of Physics: Conference Series. IOP Publishing, 2019.



研究方法 | 2. 语义-视觉复合投影网络

2.3 语义-视觉投影

视觉空间作为隐空间：探究语义和视觉特征之间映射关系
构建投影损失：对齐语义与视觉特征
使用生成样本训练：减少可见类别样本的偏差

语义-视觉投影网络Encoder 

投影损失

Term 1 Term 2

Term1: 对齐可见类别样本语义与视觉特征

Term2: 对齐不可见类别样本语义与生成视觉特征

视觉隐空间

Leaky ReLU Leaky ReLU



研究方法 | 3. 语义重建网络

构建Decoder网络基于隐层特征重建原始语义特征：使隐空间特征保持语义辨别力

语义重建网络Decoder

重建损失

1. Decoder输入seen、unseen隐空间特征
2. 输出对应的原始语义特征
3. 通过重建损失进行训练

ReLUSigmoid



研究方法 | 4. 相似性网络

最小化分类损失：保证可见类别样本的视觉特征与其编码后的语义特征之间的相似性

4.1 可见类别的分类损失

特征融合

MLP

表示第i个样本和第k个可见类别之间的相似性

分类损失

第i个样本属于k可见类时值为1，否则值为0

此时k的取值范围仅在可见类别数中

Leaky ReLUSigmoid



研究方法 | 4. 相似性网络

最小化类间损失：未见类别和最相关的可见类别具有最高相似性

4.2 未见类别的类间相似性损失

特征融合

MLP

表示第i个样本和第k个未见类别之间的相似性

类间损失

表示第i个样本与第k个未见类别间的相似性分数

k的取值范围仅在未见类别数中

挖掘了类间关系、将知识迁移给了未见类别

Leaky ReLUSigmoid



研究方法 | 4. 相似性网络

由可见类别标签和未见类别软标签训练：保证语义-视觉投影网络的辨别力、减小未见类别的语义混淆

4.3 计算类间关系（软标签）

最小二乘回归

分别表示未见类别和可见类别的原型语义表示

解析解

表示类间关系，也是重建参数；第i行表示第i个可
见类别与所有未见类别之间的类间相似度

语义流形：相似的视觉表示意味着相似的语义



研究方法 | 5. 综合目标函数

综合目标函数

基于上述的语义-视觉投影网络、语义重建网络、相似性网络构建模型，利用目标函数进行训练



研究方法 | 6. 零样本识别

根据相似性进行分类，对应相似性最大的类别即是该样本的分类类别

零样本学习ZSL 广义零样本学习GZSL

表示第i个样本和第j个类别之间的相似性
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实验分析 | 1. 实验设置

1.1 数据集

AWA1、AWA2：动物类别；CUB：细分鸟类；
SUN：场景类别；APY：小型分类数据集；
FLO：花类别；ImageNet：大型分类数据集

SS：语义空间；SS-Dim：语义向量维度；
S/U：可见/未见类别数；Total：样本总数；

1.2 数据集划分

注意：避免未见类别出现在预训练过程中，失去公平性

A：类别的属性
W：词向量

1.3 评估标准

T_u：未见类别的平均类别准确率

T_s：可见类别的平均类别准确率

调和平均值H
1.4 实现细节

β：{0.001, 0.01, 0.1}

λ1, λ2, λ3: {0.0001, 0.001, 0.01, 0.1}

逐类别交叉验证策略

- Pytorch、Adam



实验分析 | 2. 实验结果比较

2.1 与SOTA结果的比较 – 零样本学习ZSL

在ZSL数据集上取得了卓越的性能表现

优点：

1. AWA1、AWA2、CUB、SUN上取得最好的性能

2. CUB、SUN上证明CPL能更好地分类细粒度目标

3. CPL参数更少，更易于训练

缺点：

1. APY上性能略差，类间关系弱

2. FLO上性能较差，缺少判别力



实验分析 | 2. 实验结果比较

2.2 与SOTA结果的比较 – 广义零样本学习GZSL & 大型数据集ZSL

在各种不同数据集上取得了较好的性能表现

分析

1. T_u指标上有竞争力的结果，bias少

2. AWA2上取得最好的H值，balance好

3. 结构比其他基于生成的方法简单

4. RFF性能更好，但结构更复杂

5. ImageNet平均准确率取得最好的结果



实验分析 | 3. 实验分析与讨论

3.1 模型分析与讨论

该实验证明了提出方法在零样本识别任务的有效性和优越性

分类准确率混淆矩阵 语义余弦相似度

1. 大多超70%准确率，部分超90%准确率

2. bat和dolphin准确率较差

3. 相似度越高，分类概率越大

4. 混淆矩阵刻画了语义相似度

AWA2数据集上ZSL



实验分析 | 3. 实验分析与讨论

3.1 模型分析与讨论

1. AWA1上最小二乘回归比余弦相似度好

2. APY上余弦相似的调和均值H更大

3. 综合考虑ZSL和GZSL，最小二乘更优

不同建模类间关系方法对分类性能的影响

综上，采用基于最小二乘的方法来计算类间相似度



实验分析 | 3. 实验分析与讨论

3.2 参数敏感度

1. 调整该参数对性能影响不大

2. 调和均值H的数值相对稳定

3. 平衡可见和未见类别准确率能够取得更好的泛化性能

- 先搜寻最优配置，后观察各参数对性能的影响

参数𝝀1对ZSL和GZSL性能的影响 参数𝝀2对ZSL和GZSL性能的影响

1. 两个数据集对该参数比较鲁棒

2. SUN数据集上准确率更稳定



实验分析 | 3. 实验分析与讨论

3.2 参数敏感度

1. 该参数数值小于0.001时ZSL性能较好

2. 该参数等于0.001时GZSL的H值最高

3. 提出的方法对该参数敏感，需要合适地调节

- 先搜寻最优配置，后观察各参数对性能的影响

参数𝝀3对ZSL和GZSL性能的影响 参数𝜷对ZSL和GZSL性能的影响

该参数对两个数据集都比较鲁棒



实验分析 | 3. 实验分析与讨论

3.3 消融试验

1. 引入生成样本提升了未见类别准确率T_u

2. 引入生成样本提升了调和均值H

3. 证明该方法帮助减轻了偏移问题

生成未见类别样本的影响

1. 视觉特征具有更好的分类特性

2. 编码的语义特征与其视觉特征更加接近

3. 说明视觉与语义两个模态对齐较好，且偏差问题缓解

未见类别样本的可视化

不使用生成样本 使用生成样本



实验分析 | 3. 实验分析与讨论

3.3 消融试验

1. 对ZSL影响较小，对GZSL影响较大

2. 没有类间相似性，H值较低

3. 证明该方法帮助可见样本和未见样本的性能平衡

类间相似性的影响

1. 重建网络帮助性能提升

2. 准确利用视觉空间的低层丰富特征信息

语义重建网络的影响



总结与展望

1. 本文提出复合投影学习CPL用于零样本学习任务

2. 利用可见样本和未见生成样本减少偏差问题

3. 相似性网络改善了编码语义特征的混淆问题

4. 实验结果证明了提出方法的优越性

5. 未来考虑利用迁移学习来用于ZSL任务
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