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1 研究背景与相关工作



1.1 研究背景

旨在定位和识别图像中已知类别实例的问题，
是计算机视觉领域的核心问题。

4

域偏移（domain shift）问题。当前的目标
检测基于独立同分布假设。该假设在现实中
很容易被打破。检测器性能会急剧下降。

图1 检测器在正常天气和大雾天下检测的效果对比[1]

[1] He Z, Zhang L, Gao X, et al. Multi-adversarial faster-RCNN with paradigm teacher for unrestricted object detection[J]. International Journal of 

Computer Vision, 2023, 131(3): 680-700.

目标检测（object detection）

目标检测面临的挑战

解决方法
领域适应（Domain Adaptation，简称DA）
领域泛化（Domain Generalization，简称DG）



1.1 研究背景

在训练时可以使用目标领域的未标注数据，
通过对源领域和目标领域的数据进行对齐，
从而提高模型在目标领域的性能。

但是，在实际环境中，从所有可能的目标域
中收集数据是不切实际的。
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在训练时完全不使用目标领域的数据，只依
赖多个源领域的数据，希望训练出的模型能
够直接在未见过的目标领域上表现良好。

1. 多个多样性的源域
2. 学习领域不变特征
3. 应用于未见过的目标域

图2 不同的泛化问题:(a)领域适应将标记的源(S)和未标
记的目标(T)域之间的数据分布对齐;(b) 领域泛化(DG)
学习多源域的不变性;(c)单领域泛化(SDG)在单个域上
学习增广源的不变性。

领域适应 DA

领域泛化 DG

DG常用于图像分类中的泛化问题，本文将探索，
目标检测的泛化问题，即称为领域泛化目标检测
问题((domain generizable object detection , 
DGOD)



1.1 研究背景

6

源域多样性问题
领域泛化方法需要足够多样化的源域来帮助
学习领域不变信息。现有的DG方法容易受
到源域性质的影响，容易与源域过拟合。这
大大降低了DG方法的泛化性能。

我们将这个问题称为域偏差问题(domain 
bias)。同时，我们观察到梯度之间的不平
衡可以用来反应域偏差。

图3 域偏差问题图解

领域泛化所遇到的问题

随机频谱变换(Randomized Spectrum Transformation)通过数据增强方法增加源域的多样性
梯度加权(Gradient Weighting) 从梯度平衡的角度自然地解决域偏差

本文提出的解决方法



1.2 相关工作
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基于对抗/重建的方法

这两种方法的核心目标是减少源域和目标域之间
的分布差异，从而提高目标检测模型在目标域上
的性能。

图4 Chen文中的领域适应Faster R-CNN模型总览[1]

[1] Chen Y, Li W, Sakaridis C, et al. Domain adaptive faster r-cnn for object detection in the wild[C]//Proceedings of the IEEE conference on computer 

vision and pattern recognition. 2018: 3339-3348.

领域适应目标检测相关研究 基于对抗的方法

基于对抗的方法通过对抗性训练来对齐源域
和目标域的特征分布，从而提高目标检测模
型在目标域上的性能。

Chen等人将对抗性学习应用于DAOD领域[1]

· 特征提取器
从源域和目标域的数据
中提取特征
· 域分类器
尝试区分特征是来自源
域还是目标域
· 对抗训练
特征提取器和域分类器
进行对抗训练。



1.2 相关工作
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基于重建的方法

基于重建的方法通过重构目标域的数据，使
得源域和目标域的特征更加一致。这种方法
通常涉及自编码器或生成对抗网络
（GANs），以生成目标域数据的重构表示。

Vinicius F. Arruda等人首先通过CycleGAN
从源样本中生成与目标域相似的伪样本。[1]

两个生成器：GN GD
两个判别器：DN DD

图5 CycleGAN架构在Vinicius等人文中的应用[1]

[1] Arruda V F, Paixao T M, Berriel R F, et al. Cross-domain car detection using unsupervised image-to-image translation: From day to night[C]//2019 

International Joint Conference on Neural Networks (IJCNN). IEEE, 2019: 1-8.

领域适应目标检测相关研究

生成器 GN 将图像从白天映射到黑夜，而 GD 则是将图像从黑夜映射到白天。
判别器 DN 和 DD 分别判断图像是否属于该域。
通过损失l1来保证循环一致性，进而保证重建能力。



1.2 相关工作
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学习领域不变性方法和领域增强方法

领域不变性学习策略的目的是学习一种能够
对齐多个源的特征空间的模型。

Li等人提出了一种模型无关的训练算法，旨
在提升模型应对领域偏移（domain shift）
的能力。这种方法并不设计特定的模型，而
是通过训练过程中的元优化目标（meta-
optimization objective）来提高任意模型
的泛化能力。

它的性能仍然取决于源域的多样性。如果源
域数据不足以涵盖目标域的各种变化，模型
的泛化能力仍会受到限制

图6 元学习领域泛化算法[1]

[1] Li D, Yang Y, Song Y Z, et al. Learning to generalize: Meta-learning for domain generalization[C]//Proceedings of the AAAI conference on artificial 

intelligence. 2018, 32(1).

领域泛化相关研究

元优化结合了元训练损失和元测试损失的梯
度优化模型参数，使模型在两个阶段的梯度
方向尽可能一致，提升模型泛化能力。



1.2 相关工作

10

Huang等人提出了一种基于频率空间域随机化
（Frequency Space Domain Randomization, 
FSDR）的方法，用于领域泛化问题。使用网络
分离域不变量和域特定频率分量，然后将域特
定频率分量转移到其他辅助域。[1]

FSDR通过使用离散余弦变换（Discrete 
Cosine Transform, DCT）将图像分解为不同
的频率成分。将图像转换为频率空间，识别和
随机化域变频率成分（Domain Variant 
Frequency Components, DVFs），同时保持
域不变频率成分（Domain Invariant 
Frequency Components, DIFs）不变。

[1] Huang J, Guan D, Xiao A, et al. Fsdr: Frequency space domain randomization for domain generalization[C]//Proceedings of the IEEE/CVF 

Conference on Computer Vision and Pattern Recognition. 2021: 6891-6902.

[2] Xu Q, Zhang R, Zhang Y, et al. A fourier-based framework for domain generalization[C]//Proceedings of the IEEE/CVF conference on computer 
vision and pattern recognition. 2021: 14383-14392.

领域泛化相关研究

对于领域增强方法

Xu等人提出了一种基于傅里叶变换的框架
（Fourier Augmented Co-Teacher,FACT）
来解决深度学习模型的领域泛化问题。方法
的核心假设是傅里叶变换的相位信息包含了
高阶语义，且不易受领域变化影响。[2]

这些增强方法需要参考域，这限制了源
域的多样性。

现有领域增强方法存在的问题



1.3 本文的创新
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领域适应 DA：
· 需要目标域

领域泛化 DG：
· 需要多样化的源域
· 存在域偏差问题
· 领域增强方法需要参考域

问题分析

· 提出RST方法：在图像级将源图像随机变换为各种各样的新图像

· 提出基于领域的梯度加权模块GW：缓解领域偏差

· 将我们的RST和GW嵌入到一个通用的元学习框架中：提出解决DGOD问题的
MLRT(Meta Learning on Randomized Transformations)模型

本文提出的创新



2 研究内容与方法



2.1 MLRT框架
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图7 MLRT框架



2.2 RST(Random Spectrum Transformation)
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图8 图像低频分量和高频分量的可视化。行标表示城市景观(C)、雾城
市景观(F)、KITTI (K)、雨城市景观(R)、SIM 10k (S)和BDD100k (B)

图像的低频分量包含许多特定于
域的信息(例如背景颜色)
图像的高频分量包含许多域不变
信息(即对象语义)

基于这以理念，我们使用高通滤
波器H(u, v)来分离图片x的语义信
息和特定于领域的信息。

随机频谱变换

令(1)式 (Randomized Low-frequency-component Transformation)

同时，为了打破对参考域的依赖。本文在不使用任何额外数据的情况下对低频信息进行随机替换。



2.2 RST(Random Spectrum Transformation)
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图9 MLRT框架



2.2 RST(Random Spectrum Transformation)
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图片频谱 提取图片高频信息 加入随机低频信息将频谱逆变回图片

H(u,v)表示高通滤波器定义式为：

其中R表示截止频率，这里设R=1

我们有L个由原始数据集D生成的增强数据集S，每个S包含M个数据标签对，故我们通过RLT变换成
立了M·L个不同的随机域

随机退化系数



2.3 GW(Gradient Weighting)
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图10 训练阶段的两种梯度情况(a)表示无梯度偏差的情况(b)表示梯度
和由g2占据主导的情况

从梯度平衡的角度缓解域偏差问题

表示 的余弦相似度

表示 的余弦相似度

如果二者差小于阈值，说明 域没有
偏离其他域， =1
如果二者差大于阈值，说明 域偏离

了其他域， =

梯度加权



2.3 GW(Gradient Weighting)
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梯度加权

如图1(a)所示例子
这表示 不受 支配，也不受 支配
即表示此时 和 很接近

当 时，我们有

而对于如图1(b)所示例子
此时 即受 支配
当 cosθ2−cosθ1 > δ时，我们希望给 1   乘以一个较大的梯度 ，给 2 乘以一个较小的梯度w2，

以此我们得到

图10 训练阶段的两种梯度情况(a)表示无梯度偏差的情况(b)表示梯度
和由g2占据主导的情况



2.3 GW(Gradient Weighting)
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图10 训练阶段的两种梯度情况(a)表示无梯度偏差的情况(b)表示梯度
和由g2占据主导的情况

目的：希望S1和S2平衡

而余弦相似度的计算公式为

再将 带入，我们便可得到(8)式

再取 我们最后便能得出(9)式

梯度加权



2.3 GW(Gradient Weighting)
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梯度加权

当 我们同理可得(10)

结合(5)(9)(10)我们可以得出：
对于 的权重可以表示为

同理，对于 的权重可以表示为

由此，对于任意的 我们的(3)式子成立



2.4 Meta Learning on Randomized Transformations
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· 我们在元训练集上训练我们的模型，
并将我们模型的参数θ更新为θ′

· 我们对更新后的模型θ′在meta-test-
set上测试，同时使用meta-test-set和
meta-train-set上的损失对原始模型θ进
行更新

基于随机变换的元学习

图11 梯度加权GW与用于随机源上的目标检测的元学习范例



2.5 MLRT减少域偏差的分析

22[1] Learning to Generalize: Meta-Learning for Domain Generalization, AAAI 2023.

使用元学习来结合RST和GW模块

⚫ [1]提出了一个用于域泛化的元学习范式，显示出了

强大的潜力。

⚫ 元学习与RST和GW相辅相成。

⚫ 借助元学习框架的理论支持。

图12 元学习领域泛化方法的图示。 符号代表不同的数据域[1]

遵循其主要的设置并进行改进



2.5 MLRT减少域偏差的分析
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图13 梯度加权GW与用于随机源上的目标检测的元学习范例

损失函数分析

1阶泰勒展开:



2.5 MLRT减少域偏差的分析
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损失函数分析

最大化meta-train损失和meta-test损失的梯度
内积：

存在的问题：域偏差

如果其中一个gl比其他梯度大得多或者几个梯度
方向太接近，则梯度的内积很容易被某些特定域
主导，这意味着优化方向由特定域主导

在MLRT中：



2.6 泛化的理论见解
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泛化的理论见解

目标域上假设 h 的风险

• 真实标签函数f：对于包含数据和标签对 (x, y) 的域 D，f 是确定性函数，
表示对每个输入 𝑥的到真实标签的映射且有y = f (x)。

• 假设函数H：存在h(x)，且h ∈ H，其中 H 是一组候选假设。

• 域D的假设 h 风险：



2.6 泛化的理论见解
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泛化的理论见解

目标域上假设 h 的风险

• 在域泛化设置中，对于源域和目标域，同样存在这样的风险。对于若干个源域{D1, . . . , DN } 
和一个目标域DT，有源域风险ϵS和目标域风险ϵT。

• 域泛化中目标域的风险表示[1][2][3]：

• H散度：

[1] Generalizing to unseen domains via distribution matching. (arXiv 2019)

[2] Adversarial Multiple Source Domain Adaptation. (NIPS 2018)

[3] Algorithms and Theory for Multiple-Source Adaptation. (NIPS 2018)



2.6 泛化的理论见解
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泛化的理论见解

目标域上假设 h 的风险

[1]. A theory of learning from different domains (Mach Learn 2010)

[2] Generalizing to unseen domains via distribution matching. (arXiv 2019)

[3] Adversarial Multiple Source Domain Adaptation. (NIPS 2018)

[4] Algorithms and Theory for Multiple-Source Adaptation. (NIPS 2018)

引理[1]：
最优假设 h*的风险：理想
假设的联合误差

[2]

[2]

[1]



2.6 泛化的理论见解
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泛化的理论见解

目标域上假设 h 的风险

• 上界的第一项：对应loss的第一项和第二项
• 上界的第二项：对应loss的第三项
• 上界的第三项：忽略不计



3 实验结果与分析
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3.1 实验结果与分析
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数据集

• Cityscapes数据集：主要包含白天街道上的场景，2,975张图片用于训练，500张图片用于测试；
• Foggy Cityscapes数据集：包含通过在Cityscapes中添加浓雾而创建的恶劣天气图像，2,975张图

片用于训练，500张图片用于测试。
• Rain Cityscape：Rain Cityscape是通过在Cityscape中添加雨条纹和雾得到的，包含 9,432 个训

练图像和 1,188 个测试图像。
• KITTI：是一个自动驾驶数据集，其中包含7,481张图像用于训练，7518张图像用于测试。 该数据

集的主要场景是中型城市的街道，并且该数据集中的目标尺寸非常小。

图14 Cityscapes数据集（上）和Foggy Cityscapes数据集（下） 图15  Rain Cityscapes数据集 图16  KITTI数据集



3.1 实验结果与分析
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数据集

• SIM10k：包含计算机3D模型的渲染图像，包括10,000张有标注图像，其中5,000张用作训练集，
其余用作测试集。由于SIM10k中每个类别的实例数量极不平衡，在本文实验中仅考虑类别{car}

• BDD100k：用于自动驾驶的大规模数据集。 在本文实验中使用总共 100,000 张图像中的 10,000 
张作为训练集，10,000 张图像作为测试集。

图17 SIM10k数据集 图18  BBD100k数据集



3.1 实验结果与分析
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实施细节

• 数据集表示：SIM 10k、Cityscapes、Foggy Cityscapes、BDD100k、KITTI、Rain Cityscape分
别缩写为S、C、F、B、K、R。

• 域泛化设置：单源域泛化；
• 图像预处理：调整短边尺寸为600像素，保持长宽比不变
• baseline：使用元学习框架的Faster R-CNN[1]

• backbone：在ImageNet上预训练的vgg16[2]

• learning rate： 0.002 → 0.0002
• optimization： SGD
• epoch：10

[1] Faster R-CNN: Towards Real-Time Object Detection with Region Proposal Networks. (TPAM 2017)
[2] Very deep convolutional neural network based image classification using small training sample size. (ACPR 2015)

图19 VGG16结构示意图

• 元学习的设置：在每个
batch中，使用 L− 1张
图像进行元训练，使用1
张图像进行元测试。

图20 baseline：使用元学习框架的Faster R-CNN



3.1 实验结果与分析
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实施细节

• 评价指标：
(1) 平均精度(mAP），是对所有类别的AP（average precision）取平均值
(2) 交并比（Intersection over Union, IoU）

求面积

AP

求平均

mAP
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与各种DG方法进行比较
表1 在 C、F、B 上训练的五种 DGOD 方法的结果 (%)。注意，* 表示该方法是使用已发布的代码重现的。

• 总体情况：MLRT 总是比其他方法取得更好结果

• 特例：Cityscapes 和 BDD100k 作为目标域时

• 比baseline更差的情况：MLDG的C→B、FACT
的C→F、FSDR的B→C、Mixstyle 为 C→R、
DSU 为 C→R、NP 为 F→R



3.1 实验结果与分析
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与其他方法进行比较
表2 从 C 到 F 的 DG 和 DA 实验结果 (%)。DAOD方法在C上训练，未标记F，多域设置下的DGOD方法在C

和B上训练，单域设置下的DGOD方法在C上训练。



3.1 实验结果与分析
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DGOD 方法与 DAF 比较
表3 从领域 C 到 F、B、R、S 和 K 的六种方法在共享类别 {Car} 上的结果 (%)。 DGOD方法的训练过程中仅
使用数据集C，而DAF方法的训练过程中使用C和未标记的F。 最好的结果以粗体突出显示，比下限更差的结

果以下划线突出显示

与DG 图像分类的结果比较
表4 DG 图像分类的结果，在 PACS 数据集中的三个域上进行训练并在其余域上进行测试



3.1 实验结果与分析
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消融实验
• 实验设置：在C上训练MLRT并在F、R、B测试

每个组件的有效性
表5 MLRT 中每个组件的消融结果 (%)。baseline：元学习框架的Faster RCNN。 RST：随机源转换模块。

GW：梯度加权模块

参数灵敏度

图21 超参数的消融结果。 左图为不同批量大小L下的结果，右图为等式3中不同阈值δ下的结果。



3.1 实验结果与分析
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消融实验
通过泛化系数分析域偏差

• 为了定量分析该问题，作者提出了一个新的指标：泛化系数G

表6 域偏差分析结果 (%)。 trget 1-3：从CITYSCAPES (C)转变而来的虚假目标域。最佳泛化系数以粗体突出显示



3.1 实验结果与分析
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消融实验
梯度不平衡分析

• 实验设置：在C、F、B 这三个域中选择两个域来训练检测器 60,000 次迭代，在每次迭代中，按照之
前提到的GW模块的算法，计算每个域的余弦相似度，cosθ1 和 cosθ2。

• 两个余弦相似度之间的差 d 为：

图22 带和不带GW模块的模型变体比较。 余弦相似度差值越小，表示梯度越平衡。



4 总结

40



4 总结

• 首先作为域泛化模型，能够解决更实际和更具挑战性的场景，无需访问目标域且
可以同时推广到广泛的未见过的目标域。

• 所提出的随机谱变换(RST)将源图像在图像级别上转换为各种新图像，而无需访
问模型参数和任何参考域。

• 所提出的域梯度加权模块(GW)是针对域之间的梯度平衡而定制的，以进一步减
轻域偏差。

• 部署了一种元学习范式，理论分析模型如何改善域偏差，实现良好的泛化性。
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