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研究背景与动机



研究背景与动机

任务定义：使用给定训练集训练检测器，以完成检测出训练集中包含类别的对象检测



研究背景与动机

传统目标检测存在的问题： source domain         test domain

任务定义： source domain test domain 

{xi yi} {xi}

任务目标：



研究背景与动机

衡量source domain与test domain之间域差异 衡量source domain与test domain之间域相似性，

➢ 降低域之间的差异 减小

➢ 保留域之间的相似 减小



相关工作

任务定义：领域适应旨在通过减少分布差异来桥接不同的领域或任务

任务方法：对抗性学习将领域适应视为极小极大问题

相关工作：Self-training based 和 Domain alignment based两大类

Feature 
extractor

🤯

将两个域的图像都用于训练

➢ Self-training based ：使用目标pseudo labels训练目标模型

①Cai et al 提出了平均教师来生成伪标签来训练目标域[1]

[1]Exploring Object Relation in Mean Teacher for Cross-Domain Detection (CVPR,2019)

②Khodabandeh et al 利用 Kullback-Leibler 散度改进了伪标签[2]

[2] A Robust Learning Approach to Domain Adaptive Object Detection (ICCV,2019)

弊端：基于 source-only 模型生成的低质量伪标签会降低目标域的性能

➢ Domain alignment  based：学习与域无关的特征以减少域差异

③Chen et al在图像级别和实例级别都解决了域视差[3]

[3] Domain Adaptive Faster R-CNN for Object Detection in the Wild (CVPR,2018)

④Zhu et al 重点关注跨域目标检测器中的“where to look”和“how to align”[4]

[4] Adapting Object Detectors via Selective Cross-Domain Alignment (CVPR,2019)



相关工作

➢ Domain alignment  based：学习与域无关的特征以减少域差异

③Chen et al在图像级别和实例级别都解决了域视差[3]

基于Faster R-CNN 实现图像级别和实例级别的域对齐

④Zhu et al 重点关注跨域目标检测器中的“where to look”和“how to align”[4]



动机

问题：上述所有模型都将不同domain与对抗性学习结合起来，而忽略了模型的适应性

只关注减小 忽略



动机

思考：一个中心，两个基本点，两手都要抓，两手都要硬！

一个中心：以模型在target domain上的性能为中心

两个基本点：①减小域之间的差异②保证域间相似性
论文中如何实现这两个基本点呢?

域差异？域对齐？如何对齐？对齐什么？

域相似性？什么相似性？如何保证相似性？



动机

解决方法

动机：Tommasi等人揭示了CNN模型倾向捕获数据偏差的偏好[5]

[5] Tommasi, T., Patricia, N., Caputo, B., & Tuytelaars, T. (2017). A deeper look at dataset bias. In Domain adaptation in computer vision applications, pp. 37–55. Springer.

对于域间的偏见存在于CNN的各个layer之间

方法：

Feature 
extractor

①domain alignment 在不同layer之间进行，提出分层域特征对齐（HDFA）模块，此外，考虑到大特征图（例
如125×250）会形成很大的训练集，这会显着降低训练效率，我们提出了一种新的规模缩减模块（SRM）来减
少训练样本的数量
②实例级的特征结合不同的局部区域来表征proposal的语义信息，引入聚合提议特征对齐（APFA）模块来进行
实例级的特征对齐

减小域间的差异
(MAF)

保留域间的相似 提出了带有范式教师的 MAF（PT-MAF），以保留源知识并减轻范式教师失控的源错误



研究方法
⚫ ⚫



A-distance(衡量域差异)

利用特征表示f，最小化域差异

最大化最小域分类误差，这是一个对抗问题, 特征表示 f 和域分类器 q 之间的对抗学习

来解决，从而实现域混淆（对齐)。

研究方法（MAF）



分层域特征对齐（HDFA）- 对齐源域和目标域的特征

骨干网𝑤𝑚的参数学习使交叉熵损失𝐿c最大化，而学习鉴别器θ𝑚学习最小化损失函数

𝐿c交叉熵损失，𝐶𝑚表示像素 (u, v) 处的通道特征，𝑑𝑖是域标签，源域标记为 1，目标域标记为 0

第 m 个卷积块中对抗性鉴别器的极小极大学习机制为：

研究方法（MAF）



尺度缩减模块(SRM)

大特征图可能会产生太多的像素级样本，对训练不友好。该模块在不丢失信息的情况下缩
小特征映射，提高了训练效率。

1x1卷积减小通道数，特征图中的s × s相邻像素，为重塑的特征图生成一个新的像素。

研究方法（MAF）



聚合候选特征对齐（APFA）- 实现实例级语义对齐

APFA 将候选特征与相应的检测结果（即边界框回归

坐标和分类分数）连接起来。这样有两种优势：

➢ 分类和边界框回归结果分别丰富了类别和位置的语

义信息。

➢ 分类和边界框回归结果提高了特征的判别，以有效

地训练判别器。
APFA模块的损失函数可以写成：

𝐹𝑘是第 k 个候选的候选特征

研究方法（MAF）



加权梯度反转层（WGRL）- 放过易混淆的样本，同时惩罚难混淆的样本

实现高分类分数的样本远离决策边界，

因此被视为硬混淆样本。相反，分类分

数较低的决策边界附近的样本很容易混

淆的样本。

判别器的预测分数用作梯度的权重，鉴别器的置信度越高意味着样本被自动加权，从而可以进

一步改进域适应。

候选属于源域的概率为 p，来自目标域的概率为1-p

研究方法（MAF）



研究方法（PT-MAF）

⚫ PT 部分固定权重旨在保留源分布，通过知识蒸馏，MAF 部分从预训练模型中学习源分布，从

而可以缓解源崩溃问题并实现更好的适应性。

⚫ 双鉴别器HDFA (D2-HDFA)分别对齐前景和背景，缓解中性样本的影响，帮助模型实现更好的

特征判别。



知识蒸馏 - 缓解源误差崩溃

➢ 图a所示，MAF在域对齐过程中，由于目标标签稀缺，源分布容易偏向不准确的目标

分布，使得源误差增大，模型的适应性不能被保留

➢ 图b所示，通过知识蒸馏，MAF 部分从预训练模型中学习源分布。PT 部分旨在保留

源分布，从而可以缓解源崩溃问题并实现更好的适应性。

研究方法（PT-MAF）



知识蒸馏（RPN和候选分类器）- 缓解源误差崩溃

➢ 在RPN中，只有位于ground-truth 框中的前景像素对应锚框分类分数进行知识蒸馏

➢ 在候选分类器中，候选特征的分类分数进行知识蒸馏

研究方法（PT-MAF）



知识蒸馏（RPN和候选分类器）- 缓解源误差崩溃

⚫ 在RPN中进行知识蒸馏

研究方法（PT-MAF）

p𝑎𝑙
(𝑢,𝑣)

软化的每类预测。a 代表第 a 个锚点，而 l是类别索引

（前景或背景）。 T 是软化温度参数， q𝑎𝑙
(𝑢,𝑣)

是第 a 个锚点位

置 (u, v) 处的 RPN 分类输出。

⚫ 在候选分类器中进行知识蒸馏

p𝑗
k软化的每类输出， q𝑗

k是第 k 个候选，属于类别 j 的分类器输出

蒸馏的损失函数选择KL散度进行计算



双鉴别器HDFA（D2-HDFA）- 聚焦于前景和背景样本的域对齐

⚫ 图a显示了原始分布，D2 -HDFA引入了两个分数阈值(λ𝑓 , λ𝑏)来过滤中性样本并选择前景和背景。

⚫ 图b中，使用单个域鉴别器，各种样本相互混淆。

⚫ 图c中，得益于双鉴别器，D2-HDFA模块分别对齐前景和背景样本，样本被收集到两个集群中。

研究方法（PT-MAF）



MAF与PT-MAF损失对比

域对齐损失

总损失

研究方法（PT-MAF）

蒸馏损失

MAF PT-MAF



首先，训练一个带有源标记数据的检测器。然后，将预训练模型的参数加载为范式教师，从头开始训练 PT-

MAF 模型。最后计算损失（检测损失，域对齐损失，蒸馏损失），获取梯度更新网络参数。

研究方法（PT-MAF）

PT-MAF损失对比训练流程



实验与分析



实验设置与数据集选用

设置：源域对象用边界框和类别进行标注，目标域完全不标记。

性能评估：计算目标域上的平均精度均值（mAP）。

预训练：用ImageNet（图像数据库）来预训练网络主干（VGG16或ResNet101 ），用PT-MAF

模型的源训练集预训练 paradigm teacher

Cityscapes（城市景观） Foggy Cityscapes：模拟有雾天气的图像组成的有雾场景



实验设置与数据集选用

Pascal VOC

Clipart and Watercolor

KITTI：基于自动驾驶平台生成的数据集，用于目标检测任务。

SIM10K：由《侠盗猎车手V》的引擎生成的模拟数据集，全部图像都被

用作我们实验中的源域。使用汽车类别进行训练和测试。

VOC09和VOC12合并用于训练，包含数千张

手工标注的图像和数十个不同的类别。作为

源域数据集。

两个数据集作为目标域，Clipart数据集包含

1000张图像，20个类别，与Pascal VOC相

同。Watercolor有2000张图像，6个类别。

对于两个数据集，一半的图像用于训练，而

另一半用于测试。



实验——不同天气条件下的目标检测

Cityscapes作为源域，Foggy Cityscapes作为目标域；

模型用11个训练周期训练，到第8个时学习率从0.01下降到0.001。模型权重衰减设置为0.0001。D2-HDFA

引入的𝜆𝑏和𝜆𝑓设置为0.1和0.7。

PT-MAF在两个方面提高了性能：

（1）PT 减少了因不准确的目标分布而

引起的源域崩溃。

（2）D2-HDFA 模块增强了不同域之间

前景和背景样本的特征对齐。



实验——不同天气条件下的目标检测

Source-only 模型表现最差；

PT-MAF 模型表现最佳。

样本来自Foggy Cityscapes的验证集



实验——域偏移较大的跨域目标检测

Pascal VOC 作为源域，

Clipart 作为目标域；

主干网络设置为ResNet101。



实验——域偏移较大的跨域目标检测

MAF 和 PT-MAF 都

展现出优秀的性能。



实验——域偏移较大的跨域目标检测

Pascal VOC 作为源域，Watercolor作为目标域，包含六种不同类别



实验——不同视点下的目标检测

只有 Car 类别参与训练和测试，用平均精度（AP）评估

MAF和PT-MAF都具有优越的性能。得益于

𝐃𝟐−𝐇𝐃𝐅𝐀 模块，PT-MAF模型在两个任务

上都有更好的性能。



实验——从合成到真实的目标检测

选包含 Car 类别的样本参与训练和测试，用平均精度（AP）评估

MAF和PT-MAF都表现出良好的性能，其中

PT-MAF在所有比较模型中取得了最好的结

果。



分析与讨论——对范式教师（PT）的分析

基线模型都提高了大约2%，减轻了源域崩溃问题；

提高了模型的适应性，在目标域预测性能都取得了改进；

证明了所提出的范式教师部分的有效性。



分析与讨论——对范式教师（PT）的分析

PT-MAF 可以有效地降低源域崩溃的风险，并

在源域和目标域上都表现出最好的上限。

所有模型的 mAP 都随着 IOU阈值的增加而退

化，但我们的PT-MAF（绿线）在所有比较模

型中仍然在IOU阈值上实现了最好的性能。



分析与讨论——对范式教师（PT）的分析

（1）α 越大，对于MAF，由于源域崩溃，性

能不能沿着增加；MAF+PT随着α的增加而提

高检测性能。

（2）α 过大时，两者都受到源域崩溃影响，

但 PT-MAF 受影响程度明显低于 MAF。

表明：PT 模块可以帮助模型缓解源域崩溃问

题，它可以同时考虑域差异和域适应性。



分析与讨论——对HDFA 和 D2-HDFA 模块的分析

（1）MAF 对图像的大部分特征进行了对齐，验证了 HDFA 模块的有效性。

（2）D2-HDFA 模块中的前景和背景判别器实现了不同的侧重点。

（3）D2-HDFA 实现了更好的前景对齐，PT-MAF 实现了更精确的跨域分布对齐。𝑠𝑚𝑎𝑝 = 1 − 2𝑠𝑑 − 0.5



分析与讨论——对HDFA 和 D2-HDFA 模块的分析

所有的块都影响模型的性能，第5个块的域划分对模型的性能影响最大。

实验证明了域对齐在模型层次上的重要性。



分析与讨论——参数分析

当 λb = 0.5和 λf = 0.5时，D2-HDFA 模块没有过滤掉任何用于域对齐的样本，在

这种情况下模型的性能最差，这证明了通过两个动态阈值来筛选中性样本的有效性。



分析与讨论——特征分析

（1）从 source-only 模型中提取的源域和目标

域特征清晰地分为两部分，即跨域的域差异很

大。

（2）MAF 使用 HDFA 和 APFA 对齐模块，来

自两个域的样本都很好地对齐。

（3）PT-MAF显示了最好的域混淆可视化结果。

实验证明了所提出的 PT 和 D2-HDFA 模块能够

很好地提高域适应性。



分析与讨论——特征分析

A

（1）所提出的MAF实现了更小的A 。

（2）由于 D2-HDFA 关注边缘分布的域对齐，

PT-MAF 在除 train 类别外的所有实验中实现了

最小的A 。



分析与讨论——消融研究

（1）所有模型的特征图在前景部分都被激活。

（2）DAF 的特征图没有过多激活，这可能是因

为特征没有完全对齐。

（3）MAF 和 MAF+PT 在特征图中有更多激活

部分，但一些背景部分也被激活了。

（4）PT-MAF 取得了最佳性能，其中前景被激

活而背景没有被激活。



总结



总结

提出了一种用于跨域目标检测的多对抗 Faster-RCNN（MAF），包括两个模块：HDFA 模块

在图像级别表征了域不变特征，APFA 模块在实例级别对难以区分的提议特征进行了对齐。

为了提高域适应性和模型稳定性，进一步提出了范式教师 MAF（PT-MAF），具有两个新贡献：

（1）引入范式教师（PT）来缓解源域风险崩溃并提高适应性模型的稳定性。

（2）引入双鉴别器 HDFA（D2-HDFA）模块，用于更精细地对齐前景和背景，其中中性样本

（难样本）通过动态阈值进行筛选。

（1）对于特征对齐，D2-HDFA 和 APFA 只考虑了分类，这可能是不足的。

（2）对于 PT 部分，尽管性能有所提高，但原始源分布是否适合目标域仍然不确定。源域和目

标域分布之间的关系值得研究。

（3）PT-MAF只考虑了两个不同的域。对于实际应用，应面对更多未知的域或环境。
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