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SuA-SpML目的：将训练域更好地泛化到未知目标域

一、引言

➢ 在训练过程中用高斯噪声扰动实例风格，使训练数据的风格随机化，以增加训练域的多样性

➢ 通过模拟人类的学习机制，逐步提高模型对未知目标域的泛化能力

[18]S. Zhao, M. Gong, T. Liu, H. Fu, and D. Tao, “Domain generalization via entropy regularization,” in Proc. Adv. Neural Inf. Process. Syst., vol. 
33,2020, pp. 16096–16107.

比如：一个摄像头的图像泛化到其他摄
像头中仍然能有精确的识别效果

人员重新鉴定（Re-ID）的目的是在不
相连的摄像头下匹配行人



1耐劳苦、尚俭朴、勤学业、爱国家 光电工程学院

一、引言

基于风格不确定性增强的自定进度Meta学习（SuA-SpML）

文章贡献

➢ 全面回顾了传统方法的不足

➢ 全面提出了基于SuA的SpML方法

➢ 全面总结了基于SuA的SpML方法的学习机制

➢ 通过四个实验，详细讨论SuA-SpML方法的应用前景

[1] Z. Zheng, X. Yang, Z. Yu, L. Zheng, Y. Yang, and J. Kautz, “Joint discriminative and generative learning for person re-identification,” in Proc. IEEE/CVF Conf. 
Comput. Vis. Pattern Recognit. (CVPR), Jun. 2019, pp. 2138–2147.

本文提出了SuA-SpML方法来DG - ReID的领域泛化问题。首先提出了
风格不确定性增强(SuA)，通过在训练过程中使用高斯噪声扰动实例风
格来实现源域的多样化，紧接着提出了一种新的自定步元学习方法，帮
助模型从简单到困难学习，最后提出了一种距离图对齐损失，用于对齐
源域之间的特征关系分布来促进网络探索与域无关的表示。
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一、引言

传统方法：空间对齐模型（FGSAM）

➢ 抑制不准确的检测和遮挡所造成的冗余背景，提出了一个局

部增强对齐模式，以解决不同的局部之间的失调问题。

传统方法：基于零件的卷积基线（PCB）的网络

➢ 是定位好每个零件都要，而不是使用外部资源，采用部分

级功能提供细粒度的行人图像描述的信息。

[2] Q. Zhou et al., “Fine-grained spatial alignment model for person reidentiffcation with focal triplet loss,” IEEE Trans. Image Process., vol. 29, pp. 7578–7589, 2020.
[3] Y. Sun, L. Zheng, Y. Yang, Q. Tian, and S. Wang, “Beyond part models: Person retrieval with reffned part pooling (and a strong convolutional baseline),” in Proc. 
ECCV, vol. 2018, pp. 480–496.
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一、引言

传统方法：协调注意力CNN（HA-CNN）模型

➢ 通过最大化受re-id区分学习约束的不同视觉注意水平的补
充信息，优化不受控制（未对齐）图像中的人物re-id

传统方法：实例级和时空非纠缠Re-ID模型（InSTD）

➢ 提出个性化信息的框架中，如明确判断移动方向，以进一
步缩小搜索空间

[4] W. Li, X. Zhu, and S. Gong, “Harmonious attention network for person re-identiffcation,” in Proc. IEEE/CVF Conf. Comput. Vis. Pattern Recognit., Jun. 2018, pp. 
2285–2294.
[5] M. Ren, L. He, X. Liao, W. Liu, Y. Wang, and T. Tan, “Learning instance-level spatial–temporal patterns for person re-identiffcation,” in Proc. IEEE/CVF Int. Conf. 
Comput. Vis. (ICCV), Oct. 2021, pp. 14930–14939
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二、相关工作

研究SuA-SpML的动机

DG ReID的挑战性

训练域很难泛化到未知目标域

数据增强已被证明有利于更好地利用源数据
来提高模型的泛化

➢需要额外设计和训练一个生成网络
（非常复杂）
➢提供的增强数据的多样性有限

提出SuA-SpML

传统方法：生成像素级图像

背景

因此
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风格不确定性增强（SuA）的主要思想

二、相关工作

➢ 在训练过程中用高斯噪声扰动实例风格，使训练数据的风格随机化，以增加训练域的
多样性

◆ 左图，通过在SuA中使用不同的高斯噪声参数设置，

我们在图2中展示了(a)(b)两个增强的示例
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二、相关工作

自步Meta学习(SpML)的主要思想

➢ 将传统的单阶段元学习扩展到多阶段的训练过程。逐步增加方差，来获得更好的泛化适应。

➢ 其合理性在于通过模拟人类的学习机制，逐步提高模型对未知目标域的泛化能力
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二、相关工作

距离图对齐损失的主要思想

➢ 对齐域之间的特征关系分布，以促进网络探索图像的域不变表示

◆ 左图，将源域和未知目标的特征一一相连后，再

进行映射，对齐



III. 本文方法
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三、本文方法

SUA-SPML框架

左图展示了一个元学习模型的训练和测试流程。

在元训练阶段，通过最小化训练损失 来更新模型参数。

在元测试阶段进行特征标准化。

在元测试阶段，用于优化模型的损失函数。
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三、本文方法

SuA算法

该算法计算实例均值和标准差，根据不同模式加入噪声，
生成增强后的均值和标准差，再对归一化输入反归一化，
实现数据增强。

1.计算实例均值和标准差：

2.归一化输入：
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三、本文方法

SuA算法

3.数据增强：

mode==0：

mode==1：

mode==2：

4.生成新的均值和标准差：

5.反归一化输入：

该算法在训练过程中应用风格不确定性增强（SuA），生
成不同风格的数据变体，以增强模型的稳定性和适应性。
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风格不确定性增强即通过对输入数据的均值和标准差进行随机扰动，生成不同风格的变体，以
增加数据多样性和提升模型鲁棒性。左图展示了原始苹果通过素描、像素化、卡通等风格变换，
右图展示了原始橙子的多种风格变体，均体现了这种增强方法的应用。

三、本文方法

风格不确定性增强
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三、本文方法

实例归一化

实例归一化的步骤：首先计算每个通道的均值和标准差，然后使用这些统计量对输入特征进行
归一化，并通过可训练的参数进行调整，完成整个归一化过程。

1.计算每个通道的均值：

2.计算每个通道的标准差：

3.使用均值和标准差对输入归
一化，并应用可训练参数：

最后，通过归一化步骤调整输入特征，应用可训练的参数 𝛾和 𝛽，完成归一化过程。
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三、本文方法

风格不确定性

风格不确定性的步骤：这些公式通过随机扰动均值和标准差引入风格不确定性。先从正态分布
采样扰动参数，再调整输入数据的均值和标准差，最终构建增强数据，增加数据多样性，提升
模型鲁棒性和泛化能力。

1.均值和标准差的扰动：

2.正态分布中采样：

3.构建风格不确定性增强：

最后，使用扰动后的均值和标准差对输入数据进行重新构建，实现风格不确定性增强。
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三、本文方法

自定进度元学习过程概述

下图展示了参数 𝜃的逐步优化过程，通过在不同增强域 𝐴 上进行元梯度流（虚线）和模型更
新方向（实线）的迭代优化。起始于 𝜃0，首先通过 ∇𝜃0𝐿(𝜃0,𝐴0) 更新到 𝜃1，然后通过
∇𝜃0(𝐿(𝜃0,𝐴0)+𝐿(𝜃1,𝐴1))更新到 𝜃2，依次类推，最终达到最优参数 𝜃3。紫色箭头表示最终
的更新方向。
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三、本文方法

SpML的训练过程

该算法通过逐步累加训练和测试损失，使用多阶段优化来
逐渐调整模型参数，从而增强模型的泛化能力和稳定性。

1.元训练阶段：

2.元测试阶段1：

3.元测试阶段2：
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三、本文方法

SpML的训练过程

4.一般化公式：

5.最终优化：

这些公式展示了逐步累加损失，通过梯度下降优化参数，
以提高模型泛化能力，最终使用Adam优化器进行整体优化。
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三、本文方法

距离图对齐

这些公式通过计算向量间的欧氏距离和其预测值的差异，形成距离图对齐损失，以优化模型使
其预测的距离图与真实距离图一致。

1.计算两个向量 之间的欧氏距离：

2.通过计算真实距离图 与预测距离图
之间的差异，得到距离图对齐损失：

最后，优化模型使其预测的距离图与真实距离图一致。
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这张图展示了原始域和增强域节点的对齐过程。原始域节点用实线圆圈表示，增强域节点

用虚线圆圈表示，方块表示欧氏距离。箭头表示对齐过程，通过对齐两个域中的节点，确

保特征保持一致性和相似性，以优化模型性能，增强特征的鲁棒性和泛化能力。

三、本文方法

距离图对齐损失过程
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三、本文方法

目标函数

这些公式通过结合识别损失、三元组损失和距离图对齐损失，形成一个综合损失函数 𝐿，以
优化模型在分类和检索任务中的整体性能。

1.识别损失函数 𝐿𝑖𝑑用于优化分类任务。

2.三元组损失函数 𝐿𝑡𝑟𝑖 确保相同身份样
本距离更近，不同身份样本距离更远。

3.距离图对齐损失 𝐿𝑑𝑔 通过计算预测距离
图与真实距离图的差异来优化模型。

4.这些损失函数结合形成组合损失 𝐿，综合
优化模型分类和检索性能。
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四、实验

行人重识别数据集

1.Market-1501
包括由6个摄像头(其中5个高清摄像头和1个低清摄像头)拍
摄到的1501个行人、32668个检测到的行人矩形框。

2.DukeMTMC-reID
包括36411张图像。一共有1404个人出现在大于两个摄像
头下，有408个人只出现在一个摄像头下。

3. CUHK 03 
包括由6台摄像机拍摄的14097张图片，1467个行人的图
像组成。

4. MSMT 17 
包括由15个不同相机拍摄的4101个行人，126441张图像
组成。
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四、实验

• Protocol-1：仅使用源域的训练集进行训练。

• Protocol-2：使用源域的训练集和测试集来训练模型。

• 通过Top-k的平均精度值(mAP)和累积匹配特征(CMC)曲线来评估性能。

评估方法

⚫ 主干网络：ResNet-50

⚫ 输入图像：256 × 128

⚫ batch size：64

SuA对域增强

a) 高斯噪声均值和方差：0、0.1

b) 在SpML下一阶段的方差增加

0.05

Adam优化器

• 权重衰减：0.0005

• 内部循环α和外部循环η学习率：3.5×10−5

• 前10个epoch线性增加到3.5 × 10−4

• 20、30、40 epoch α和η分别衰减0.1

参数设置
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四、实验

与最新方法进行比较

使用leave-one-domain-out协议将四个数据集划分为训练/测试域

M:Market-1501  D:DukeMTMC-ReID  C:CUHK 03  MS:MSMT 17
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四、实验

测试域 主干网络 mAP Rank-1

MS+D+C→

M

ResNet50 56.6 81.0

ResNet50-IBN 59.1 83.2

MS+M+C→

D

ResNet50 51.2 70.8

ResNet50-IBN 51.9 71.6

M+D+C→M

S

ResNet50 18.2 42.8

ResNet50-IBN 20.4 47.1

MS+M+D→

C

ResNet50 32.0 33.1

ResNet50-IBN 33.3 34.4

本 文 方 法 在 主 干 网 络 为

ResNet50 和 ResNet50-IBN

的测试结果均优于其他方法，

实现了最佳性能

本文的方法具有更好的泛

化能力！

与最新方法进行比较

四个测试域下ResNet50主干网络平均mAP和Rank-1比M3L高出3.7%和5.0%

ResNet50-IBN主干网络平均mAP和Rank-1比M3L高出4.2%和5.5%
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四、实验

Protocol-2方案进行比较

⚫ Market 1501高出5.9% mAP和4.6% 

rank-1

⚫ MSMT 17高出8.2% mAP和14.5% 

rank-1

⚫ DukeMTMC-ReID数据集上性能有所

降低

⚫ CUHK 03数据集上性能相当

虽然RaMoE在DukeMTMC-ReID和CUHK 03数据集上实现了与本文的方法性能相当，但本文的方法

在Market 1501和MSMT 17数据集上的性能大大优于它，这表明本文的方法具有更好的泛化能力
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四、实验

单源实验

1. Market→Duke

2. Duke → Market

3. Market→MSMT

4. Duke → MSMT

在MSMT上，本文的方法只使用Duke或Market进行训练，可以达到与使用多源数据集训练的其他

方法相当的性能，表明此方法具有良好的应用能力。

一个域进行训练，另一个域上进行测试
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四、实验

消融实验

基于两个主干：ResNet 50和ResNet 50-IBN进行消融研究，以分析所提出方法中每个组件的有效性。

1.风格增强SuA训练的模型mAP和rank-1均有显

著改进，可以有效地提高模型的泛化能力

2.自定进度元学习 SpML的训练策略能够帮助模型

学习不可见域的内容，进一步提高模型的泛化能力

3.距离图对齐损失Ldg可以进一步促进基于具有相

同语义内容的增强域的域不变表示的学习
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为了进一步探索距离图对齐损失在方法中是如何工作的，进行了两个比较实验：1.有无对

齐损失的域间图距离的比较 2.对齐策略的比较。

在没有对齐损失的情况下，原始

数据和增强数据之间存在显著差

异，并且这种差异随着SuA中扰

动方差的增加而增加。

通过将原始数据与增强数据(O→A)，

并将增强数据与原始数据对齐(A→O)

O → A比A→ O表现更好，但两者都

劣于本文的方法，这是由于存在域偏

置，其不能通过单向对齐来减轻。

四、实验
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四、实验

➢ 我们的SuA和Ldg实现了10.3%的mAP和6.4%的

rank-1的显着改进。

➢ 在添加自定步Meta学习SpML后，尽管模型每

次迭代需要的时间略多,但性能进一步提高到

56.6% mAP和81.0% rank-1。

➢ DG ReID由于其实际应用而更加关注效率测

试，可认为本文的模型没有额外的计算开销。

组件的效率分析

分析部署SuA位置

➢ 将SuA应用于较低级别层实现了比

在较高级别层中更好的性能。

➢ 将SuA应用于res1和res2两者实现

了最佳性能。

➢ 当将SuA应用于res4时，性能降低。
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四、实验

超参数分析

➢ 在SpML中使用不同学习阶段数n的性能。从这个结果中，
我们可以看到，当n = 3时获得最佳性能，并且较大的n
不会影响精度。

➢ SuA中高斯噪声的不同方差σ的性能。结果表明当σ值较小
时，模型对源域的扩充不够，而当σ值较大时，噪声较大
容易造成负面影响，模型也无法探索域不变表示， σ=0.1

最合适。

➢ SpML中不同σ间隔的影响。当σ的区间设置为0.05时获得
最佳性能。
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四、实验

SuA可视化

从左到右示出了由SuA中的高斯噪声的方差控制的原始图像和四个方差小到大的图像

• SuA可以有效地使域多样化，同时保留图像的语义内容

• SuA不仅可以将不同身份的图像增强到相似的域，而且可以将相同身份的图像增强到不同的域，

这有效地解决了开集DG问题
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五、总结

本文提出了一种基于风格不确定性增强的自定步Meta学习（SuA-SpML）以解决
DG-ReID的领域泛化问题。

1. 提出了一种新的特征级增强策略，风格不确定性增强(SuA)，通

过在训练过程中用高斯噪声扰动实例风格来多样化源域。

2. 提出了一种新的自定步Meta学习方法，帮助模型从易到难地学

习，逐步提高模型对未知目标域的泛化能力。

3. 提出了一个距离图对齐损失，对齐源域之间的特征关系分布，以

方便网络探索域无关的表示。



谢谢大家，敬请指导！
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